Data mining & získávání znalostí v databázích
Datová skladiště   (Data Warehouse)

On line analytical processing   (OLAP)

Datakopectví

Datová archeologie

Zpracování datových vzorů

Extrakce znalostí



Termíny

Data

množina faktů  F

Vzor

výraz E v jazyce L popisující  fakta  podmnožinou  FE  (  F

KDD proces         -příprava dat




-hledání vzorů




-vyhodnocení znalosti

-modifikace a iterace

Vlastnosti vzoru
-platnost   C




-novost      N




-užitečnost U




-srozumitelnost S


Zajímavost vzoru   Z(E,F,C,N,U,S)  

Vzor E  (  L  nazýváme znalosí,  platí-li pro uživatelem stanovený práh  i



Z(E,F,C,N,U,S) > i
KDD proces je iterační a interaktivní
Základní cíle DM:

· Predikce dat

· Popis dat

DM techniky:

· Klasifikace

· Regrese

· Shlukování (Clustering)

· Sumarizace

· Modelování závislostí

·  Detekce změn a odchylek

·  Vyhledávání podobností

Nejužívanější metody:

·     Rozhodovací stromy a pravidla

·     Nelineární regrese a klasifikační metody

·     Metody založené na příkladech

·     Pravděpodobnostní grafické závislostní metody

·     relační učící se modely

Hlavní aplikace:

· Databázový marketing

· Analýza akciových a finančních trhů

· Analýza multim. a textových databází

· Detekce finančních a daňových podvodů

· Vědecké aplikace

Získávání asociačních pravidel z databází

Support:



     Počet transakcí obsahujících  X  (  Y

s ( X => Y ) =                                                                               =  P ( X  (  Y )



   
Celkový počet transakcí 

Confidence:



     Počet transakcí obsahujících  X  (  Y

c ( X => Y ) =                                                                               =  P ( X  |  Y )



   
Počet transakcí obsahujících X

Klasifikace asociačních pravidel:

· Dle dimenze (jednorozměrná, vícerozměrná)

· Dle typů hodnot (booleovská, kvantitativní)

· Dle úrovně abstrakce (jednoduchá úroveň, násobná úroveň)

Základní koncept

( = { i1 , i 2 , …, i m}  je množina položek

D  je množina databázových transakcí
 =   množina množin položek

T je transakce

T (  (
T obsahuje množinu položek A právě tehdy, když  A ( T

Asociační pravidlo  je implikace tvaru 

A ( B


kde  A ( (,     B ( (,    A  (  B  = ( 
Silná nazýváme pravidla splňující minimální prahové hodnoty s , c

Častá nazýváme pravidla vyhovující minimální podpoře s

L označíme množinu častých množin položek

k-množinu položek nazveme množinu položek obsahující k položek

Lk nazveme množinu častých k-množin položek

Postup dolování:


Krok 1 - Najdi všechny časté množiny položek


Krok 2 - Generuj silná asociační pravidla z častých množin položek

Generování silných pravidel z častých množin položek

Platí:  
c ( A ( B )  = p ( A ( B ) /  p (A) 




kde p ( X )     je počet transakcí obsahujících X

Postup:

· Pro každou častou množinu položek  l generuj všechny neprázdné  podmnožiny l,

· Pro každou neprázdnou podmnožinu  m z  l  vytvoř pravidlo 

m    (       ( l   -   m )

  platí-li     p ( l ) /  p ( m )   (    c

Algoritmus generování pravidel

Vstup: Množina častých množin položek L    a     minimální conf.    c 

Výstup: Silná asociační pravidla

Metoda:

Pro každou častou množinu položek l [k]  z L ,  k ( 2  vyvolej  

genrules( l [k],  l[k] )

procedure genrules ( l[k] : častá k-množina položek, m[j] : častá j-množina položek ) ;

begin

S := { ( j - 1 ) - množiny položek  m [ j - 1], kde   m [ j - 1]  ( m [ j] } ;        

pro každé  m [ j-1] ( S dělej


begin  c = p ( l [k] ) /  p ( m [ j -1] );



if  c  (  c  then




begin

   print ( pravidlo m [ j-1] 






   s podporou s = p( l [k])






    s důvěryhodností  c     ) ;





   if  j -1 ( 1  then genrules ( l [k] ,  m [ j-1]   ;

end

end

end ;

Vyhledání častých množin položek (algoritmus apriori)

-najde množinu L1 častých 1-množin položek

-pomocí L1  najde množinu L 2  častých 2-množin položek

-    "       L 2  najde     "         L 3      "  

"  

"


…

-až žádné další  k-množiny položek nelze najít

Apriori vlastnost:



Je-li  
p ( I )  <  konst ,    pak 
p ( I ( J ) <  konst

Postup:

1-Prohlédnutím D zjistíme množinu  C1  kandidátních 1-položek

2-pro zadané  s  určíme z  C1 množinu  L1

3-z  Lk-1  generujeme joinem   Ck  množinu kandidátních k-množin položek

4-z  Ck  odstraníme ty členy, které obsahují  (k-1) podmnožinu, která  není 

    častá.

5-opakujeme od 3 pokud pro zadané  s  vznikají  nové Lk 

pozn. k 3:


dva členy považujeme za spojitelné, pokud mají  ( k-2 )  společných  

 
položek.


    Lk   join  Lk   =  { A join B , kde  A, B  ( Lk ,  | A ( B |  = k - 1  }
Variace apriori algoritmu:


Hash associate


Redukce počtu průchodů databází


Redukce transakcí


Partition associate


Sample associate

Classification by Decision Tree

Algorithm: Generate-decision-tree

Input: 
-Samples samples  with discrete valued attributes

-attribute-list  (the set of candidate attributes)

Output:
A decision tree

Method:

1.Create a node N

2.If samples are all of the same class C, 

3. then return N as a leaf labeled C

4.If attribute-list is empty then

5.
return N as a leaf labeled with the most common class 
/*voting*/

6.Select test-attribute ( attribute-list    with the highest information gain

7.Label node N with the test-attribute 

8.For each known value ai  of test-attribute 
/*partition*/

9.       grow    the branch from node N for the condition test-attribute = ai ;

10.        let    s i is be the set of samples in samples for which test-attribute = ai ;

11.        if  s i   is empty 

12. then attach  a leaf with the label of the most common class in samples;

13.           else     attach  the    node    returned by 

            Generate-decision-tree(s i, attribute-list  minus test-attribute)
Decision tree example 

Training data
(who buys computer)

ID
age

income
student
credit

class


1
<=33

high

no

fair

no

2
<=33

high

no

excellent
no

3
33..44
high

no

fair

yes

4
>44

medium
no

fair

yes

5
>44

low

no

fair

yes

6
>44

low

no

excellent
no

7
33..44
low

yes

excellent
yes

8
<=33

medium
no

fair

no

9
<=33

low

yes

fair

yes

10
>44

medium
yes

fair

yes

11
<=33

medium
yes

excellent
yes

12
33..44
medium
no

excellent
yes

13
33..44
high

yes

fair

yes

14
>44

medium
no

excellent
no







age



      <=33



  >44





   33..44

income  student  credit  class

income student  credit  class

high
    no          fair     no

medium no          fair     yes

high
    no          excel   no

low
     yes         fair     yes

medium no          fair    no

low
     yes         excel   no

low
    yes         fair     yes

medium  yes         fair     yes

medium yes         excel  yes

medium  no          excel   no



income  student  credit  class




high
     no          fair      yes




low
     yes         excel   yes




medium no          excel   yes




high
     yes         fair      yes

